
ISSN 2073-7394 Системи управління, навігації та зв'язку. 2025. № 3 

159 

УДК 004.8:004.4:005.94 doi: 10.26906/SUNZ.2025.3.159-164 
 

О. В. Шматко, Д. О. Малишенко, О. Б. Волощук 
 

Харківський національний університет радіоелектроніки, Харків, Україна 
 

ІНФОРМАЦІЙНА СИСТЕМА  

ДЛЯ ІНТЕЛЕКТУАЛЬНОЇ КЛАСИФІКАЦІЇ КЛІЄНТІВ: 

АРХІТЕКТУРА, РЕАЛІЗАЦІЯ ТА ЕКСПЕРИМЕНТАЛЬНІ ДОСЛІДЖЕННЯ 
 

Анотація .  Актуальність. У сучасних умовах цифрової трансформації бізнес-процесів зростає потреба у розроб-

ці інтелектуальних інформаційних систем для аналізу та обробки великих обсягів клієнтських даних. Одним із ва-

жливих напрямів є автоматизована класифікація клієнтів з використанням алгоритмів машинного навчання, що до-

зволяє підвищити ефективність маркетингових стратегій та прийняття управлінських рішень. Об’єкт досліджен-

ня: процеси класифікації клієнтів в інформаційних системах із використанням методів машинного навчання. Мета 

статті: проєктування, реалізація та дослідження архітектури програмних компонентів інформаційної системи для 

інтелектуальної класифікації клієнтів з урахуванням вимог до масштабованості, продуктивності та точності алго-

ритмів класифікації. Результати дослідження. У статті запропоновано архітектурну модель інформаційної систе-

ми, яка включає модуль збору, обробки та класифікації клієнтських даних. Реалізовано низку програмних компо-

нентів, що інтегрують алгоритми машинного навчання (логістична регресія, дерева рішень, метод опорних векто-

рів). Проведено експериментальні дослідження на основі реального набору даних, що продемонстрували високу 

точність класифікації та ефективність системи в умовах обмежених обчислювальних ресурсів. Висновки. Розроб-

лена інформаційна система забезпечує точну класифікацію клієнтів і може бути застосована в комерційних аналі-

тичних платформах. Результати дослідження можуть бути використані для подальшого вдосконалення інтелектуа-

льних програмних систем аналізу даних.  
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стична регресія; дерева рішень; експериментальне дослідження. 
 

Вступ 

Постановка проблеми. В умовах сучасного 

конкурентного ринку ефективна взаємодія з клієн-

тами є одним із ключових факторів успішного фун-

кціонування компаній. Зростання обсягів даних, що 

генеруються в процесі комунікації з клієнтами, 

створює нові можливості для аналізу поведінки 

споживачів і формування персоналізованих бізнес-

стратегій [1]. Одним із найважливіших інструментів 

у цьому контексті є сегментація клієнтів — процес 

поділу клієнтської бази на окремі групи за спільни-

ми характеристиками, такими як демографічні озна-

ки, купівельна поведінка, місцезнаходження, он-

лайн-активність або психографічні особливості [2]. 

Сегментація дозволяє компаніям краще розумі-

ти потреби різних категорій споживачів, оптимізу-

вати маркетингові кампанії, покращити клієнтський 

досвід і підвищити рівень лояльності до бренду. 

Сучасні підходи до сегментації дедалі частіше ґрун-

туються на використанні методів машинного нав-

чання, що забезпечують більш точний, гнучкий і 

масштабований аналіз великих обсягів даних. Алго-

ритми класифікації дозволяють автоматизовано ви-

являти закономірності в поведінці клієнтів, іденти-

фікувати ключові відмінності між групами та фор-

мувати обґрунтовані рекомендації для прийняття 

управлінських рішень. 

Актуальність теми дослідження зумовлена не-

обхідністю пошуку ефективних програмних рішень 

для побудови систем класифікації клієнтів із застосу-

ванням сучасних алгоритмів інтелектуального аналі-

зу даних. Такий підхід дає змогу компаніям не лише 

краще розуміти структуру своєї клієнтської бази, а й 

значно підвищити ефективність бізнес-процесів, що 

базуються на персоналізованій взаємодії. 

У цьому контексті дана робота спрямована на 

розробку та реалізацію програмних компонентів для 

системи класифікації клієнтів компанії з використан-

ням методів машинного навчання. Основна увага 

приділяється аналізу ключових факторів, які вплива-

ють на якість сегментації, вибору відповідних алго-

ритмів, а також впровадженню архітектурних рішень, 

здатних забезпечити масштабованість, точність і зру-

чність застосування в реальних умовах бізнесу. 

Аналіз останніх досліджень і публікацій. 

Класичні підходи до сегментації базуються на демо-

графічних і географічних характеристиках [1], [2]. 

Однак сучасні методи передбачають використання 

поведінкових і транзакційних даних, а також алго-

ритмів машинного навчання. Зокрема, у роботах 

Kotler і Keller [1] та Wedel і Kamakura [2] закладено 

концептуальні основи сегментації, які стали фунда-

ментом для подальших прикладних досліджень. 

Найбільш поширеним методом кластеризації є 

K-means, який дозволяє ефективно групувати спо-

живачів на основі подібності поведінкових ознак. 

Його використання описано в дослідженнях Jain [3], 

Kumar S. [4], Tabianan, K., та інші [5], де продемон-

стровано ефективність цього алгоритму в електрон-

ній комерції, банківській справі та сфері обслугову-

вання. Однак K-means має низку обмежень, зокрема 

чутливість до вибору початкових центрів кластерів і 

необхідність заздалегідь визначати кількість груп. У 

зв’язку з цим у науковій літературі запропоновано 

кілька модифікацій. Так, в роботі [6] поєднано K-

means із методом головних компонент (PCA), а 

Huang, S. та інші [7] застосовали варіант K-medoids 

для підвищення стійкості кластеризації до викидів. 

Ієрархічна кластеризація є ще одним популяр-

ним методом, що дозволяє побудову дерева класте-

рів із можливістю їх динамічного виділення. Дослі-
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дження [8] та [9] ілюструють застосування цього 

методу у телекомунікаціях та роздрібній торгівлі. В 

роботі [10] представили модифікований варіант іє-

рархічної кластеризації на основі бінарного розщеп-

лення. 

Нечітка кластеризація (fuzzy clustering) дозво-

ляє клієнтам належати до кількох сегментів одноча-

сно з різним ступенем приналежності. Такий підхід 

продемонстровано в роботі [11]. Використання ней-

ронних мереж для кластеризації розглянуто в дослі-

дженні [12], де алгоритм успішно сегментує клієнтів 

телекомунікаційної компанії. 

Метод опорних векторів (SVM) продемонстру-

вав хороші результати у задачах класифікації клієн-

тів у сфері e-commerce, як показано у дослідженні 

[13]. Автори роботи [14] запропонували гібридний 

підхід, який об’єднує переваги K-means та ієрархіч-

ної кластеризації. В роботі [15] застосовано fuzzy 

clustering у поєднанні з глибокими нейронними ме-

режами, що дозволило досягти високої точності. 

Автори статті  [16] використали autoencoder-

мережі для зменшення розмірності даних перед за-

стосуванням DBSCAN кластеризації. У дослідженні 

[17] розглянуто вплив попередньої обробки даних 

на точність сегментації. В роботі [18] виконано по-

рівняння результатів традиційних і гібридних підхо-

дів до кластеризації. В роботі [19] розглянуто сег-

ментацію в реальному часі з використанням потоко-

вих даних. 

В роботі [20] застосовані методи глибинного 

навчання до аналізу поведінки клієнтів у банківській 

сфері. Водночас в роботі [21] аналізується застосу-

вання нейронних мереж у прогнозуванні відтоку 

клієнтів. В роботi [22] проводиться аналіз гібридних 

систем для сегментації в страхових компаніях. Ав-

тори роботи [23] пропонують адаптивну модель 

кластеризації, що самостійно визначає кількість се-

гментів. В роботі [24] досліджується інтерпретова-

ність моделей класифікації, що важливо для прий-

няття рішень у бізнесі. В останніх роботах, зокрема 

[25], розглядаються перспективи інтеграції класифі-

кації клієнтів із CRM-системами. 

Таким чином, наукова література демонструє 

широкий спектр підходів до класифікації клієнтів із 

використанням машинного навчання. Вибір конкре-

тного методу залежить від структури даних, розміру 

вибірки та цілей бізнесу. Перспективним є подальше 

дослідження гібридних моделей і адаптивних алго-

ритмів, що дозволяють гнучко реагувати на зміни в 

поведінці клієнтів. 

Метою роботи є розробка методичного підхо-

ду і програмого засобу для класифікації клієнтів 

компанії з використанням алгоритмів машинного 

навчання, що дозволить покращити якість сегмента-

ції та забезпечити підтримку управлінських рішень. 

Основний матеріал 

Архітектура системи кластеризації клієнтів у 

бізнес-середовищі являє собою багаторівневу струк-

турну модель, яка забезпечує послідовну обробку, 

трансформацію, аналіз та інтерпретацію клієнтських 

даних з метою отримання релевантної інформації 

для прийняття управлінських рішень. Побудова та-

кої архітектури ґрунтується на принципах виявлення 

знань у базах даних (knowledge discovery in 

databases, KDD), де кожен етап слугує логічним 

продовженням попереднього та забезпечує підгото-

вку даних для подальшої аналітичної обробки. Уза-

гальнене представлення цієї архітектури наведено 

на рисунку 1, що ілюструє основні функціональні 

блоки системи та напрямки їх взаємодії. 
 

 

Рис. 1. Архітектура інтелектуальної системи 

кластеризації клієнтів 

 

Початковим етапом є обробка вхідних даних, 

які надходять із різноманітних джерел, включаючи 

CRM-системи, транзакційні бази, маркетингові пла-

тформи, файли користувацької активності та інші 

інформаційні масиви. Вхідні дані можуть мати не-

однорідну структуру, містити пропущені або дуб-

льовані значення, а також потребувати перетворення 

форматів. У зв’язку з цим, першочерговою задачею 

архітектури є попередня обробка даних (pre-

processing), що передбачає очищення, нормалізацію, 

агрегування та стандартизацію інформації. Резуль-

татом цього етапу є підготовлений набір даних, 

придатний для подальшої аналітики. 

Після очищення дані проходять через фазу тра-

нсформації, де здійснюється приведення множинних 

джерел до уніфікованого формату ознак. На цьому 

етапі можуть виконуватись операції злиття датасе-

тів, розрахунку нових змінних, а також відбір реле-

вантних ознак на основі статистичних або евристич-

них критеріїв. Сформований у такий спосіб вектор 
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ознак подається на вхід сегментаційного модуля 

системи, де реалізується кластеризація клієнтів. 

Сегментація являє собою ключовий етап архі-

тектури, в межах якого здійснюється побудова клас-

терів за допомогою одного або кількох алгоритмів 

машинного навчання. У залежності від характеру 

даних та бізнес-задач можуть використовуватись 

методи K-means, DBSCAN, Fuzzy C-means, ієрархі-

чна кластеризація або самоорганізовувані карти 

(SOM). Метою даного етапу є виявлення внутріш-

ньої структури даних і формування гомогенних груп 

клієнтів, які характеризуються схожими поведінко-

вими або демографічними параметрами. Як правило, 

у результаті первинної кластеризації утворюється 

велика кількість груп, значна частина яких може 

бути нерепрезентативною або дублюючою. 

Для оптимізації результатів кластеризації на-

ступним етапом є оцінювання сформованих класте-

рів з метою їх селекції та фільтрації. Оцінка якості 

кластерів здійснюється на основі внутрішніх мет-

рик, таких як коефіцієнт силуету, індекс Девіса-

Боулдіна, індекс Калінського-Харабаза тощо. Цей 

процес дозволяє відібрати найбільш значущі класте-

ри, що мають внутрішню узгодженість і добре від-

ділені один від одного, забезпечуючи максимальну 

цінність з точки зору подальшої інтерпретації. 

Після того як обрано найбільш релевантні кла-

стери, система переходить до фази візуалізації. На 

цьому етапі дані подаються у графічному вигляді, 

що полегшує аналіз результатів класифікації навіть 

для користувачів, які не мають глибокої технічної 

підготовки. Візуалізація може включати дво- або 

тривимірне зображення кластерів (з використанням 

методів зниження розмірності, таких як PCA або t-

SNE), гістограми, діаграми розподілу, а також даш-

борди з ключовими характеристиками кожної групи. 

Завдяки цьому користувачі системи отримують зру-

чні інструменти для інтерпретації та подальшого 

використання кластеризаційних результатів. 

Фінальним етапом архітектури є інтерпретація 

результатів та здобуття знань (manual investigation). 

На цьому рівні бізнес-аналітики, маркетологи або 

інші фахівці аналізують класифіковані сегменти, 

формують висновки, генерують гіпотези та прий-

мають управлінські рішення. Отримані знання мо-

жуть бути використані для розробки персоналізова-

них маркетингових кампаній, прогнозування пове-

дінки клієнтів, покращення клієнтського досвіду або 

оптимізації роботи з окремими сегментами. 

Описана архітектура системи кластеризації клі-

єнтів реалізує принцип наскрізного циклу обробки 

даних – від початкового збору до практичного засто-

сування знань. Її модульна структура дозволяє масш-

табування, гнучке налаштування під конкретні задачі 

та інтеграцію з іншими корпоративними інформацій-

ними системами. Таким чином, вона є ефективним 

інструментом аналітики в умовах сучасного бізнес-

середовища, що характеризується динамічністю, ви-

сокою конкуренцією та необхідністю прийняття 

швидких і точних рішень на основі даних. 

В роботі розглянуто ключові методи машинного 

навчання, які активно застосовуються для задач кла-

сифікації клієнтів. Увагу зосереджено на чотирьох 

популярних підходах: дерева рішень (Decision Tree, 

DT), метод опорних векторів (Support Vector 

Machines, SVM), метод k-ближчих сусідів (K-Nearest 

Neighbors, KNN) та випадковий ліс (Random Forest, 

RF). Дерева рішень (Decision Tree, DT). Метод дерев 

рішень є одним із найдавніших підходів у машин-

ному навчанні, що активно використовується з 

1970-х років. Ключовим елементом алгоритму є ви-

значення нечистоти вузлів. Для цього використову-

ються показники Gini-індексу або ентропії: 

( ) ( )
2 221 1 ,i g bGini p n n n n= − = − −  

де pi — ймовірність належності до класу, ng та nb – 

кількість об’єктів у позитивному та негативному 

класах відповідно. 

Ентропія: 

( )log log log .i i g g b bEntropy p p p p p p= − = − +  

Метод опорних векторів (Support Vector 

Machines, SVM). Метод опорних векторів є потуж-

ним інструментом для класифікації та регресії, який 

набув широкого використання з 1990-х років. Осно-

вна мета SVM – знайти оптимальну гіперплощину, 

яка максимально розділяє класи у багатовимірному 

просторі. Рівняння гіперплощини: 

0,Tw u b+ =   

де w  – вектор ваг, 𝑏 – зміщення, 𝑢 – вектор ознак. 

Метод k-ближчих сусідів (K-Nearest Neighbors, 

KNN). Алгоритм KNN базується на концепції прос-

торової близькості даних. Для нового об’єкта визна-

чається відстань до інших точок у навчальній вибір-

ці, після чого він класифікується за більшістю голо-

сів його 𝑘 найближчих сусідів. 

Формула обчислення відстані у n-вимірному 

просторі: 

( ) ( )
2

1 2 1 21
, .

n
i ii

D x x x x
=

= −   

Випадковий ліс (Random Forest, RF). Метод ви-

падкового лісу є ансамблевим методом, що поєднує 

кілька дерев рішень. Алгоритм формує випадкову 

вибірку ознак, створює для кожної вибірки окреме 

дерево, а підсумкове рішення приймається за прин-

ципом більшості. 

Алгоритм також використовує матрицю близь-

кості між об’єктами, яка конвертується у матрицю 

відстаней для подальшої обробки (наприклад, за 

допомогою багатовимірного шкалювання). 

З метою реалізації системи кластеризації клієн-

тів у рамках цієї дипломної роботи було розгорнуто 

експериментальний стенд, що ґрунтується на мові 

програмування Python, яка є однією з провідних тех-

нологій у сфері машинного навчання, аналізу даних 

та побудови аналітичних рішень. Завдяки своїй гнуч-

кості, зручному синтаксису та наявності великої кіль-

кості спеціалізованих бібліотек Python дозволяє ефе-

ктивно виконувати всі етапи циклу обробки даних — 

від завантаження та очищення до побудови моделей 

класифікації та візуалізації результатів. 
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Рис. 2. Потік даних 

в інтелектуальній системі кластеризації клієнтів 
 

Потік даних для експериментального середо-

вища представлена на рис. 2. Він охоплює послідов-

ність етапів, необхідних для обробки вхідних даних, 

навчання моделей кластеризації, їхньої валідації та 

подальшої інтерпретації. Початковим етапом є зава-

нтаження вхідного набору даних — у цьому випадку 

використано набір онлайн-рітейл-даних, який міс-

тить інформацію про клієнтські транзакції. Вхідні 

дані подаються у систему за допомогою модуля 

pandas, що використовується для статистичного 

аналізу та обробки структурованих таблиць. 

Після завантаження даних виконується пер-

винне дослідження даних (EDA — Exploratory Data 

Analysis), у процесі якого аналізуються розподіли, 

виявляються пропущені значення, аномалії та коре-

ляційні зв’язки. Для цього використовуються бібліо-

теки pandas, numpy, matplotlib та seaborn, які забез-

печують статистичну обробку та графічне представ-

лення розподілів. На основі отриманих результатів 

виконується відбір ознак і побудова нових змінних 

(feature engineering), що сприяє покращенню якості 

класифікації клієнтів. Далі дані проходять етап по-

передньої обробки, який включає масштабування 

числових ознак (MinMaxScaler, StandardScaler), ко-

дування категоріальних змінних (LabelEncoder), а 

також очищення та нормалізацію значень. Після 

очищення відбувається розділення даних на навча-

льну та тестову вибірки, що дозволяє здійснити не-

залежну перевірку якості кластеризації. Модулі 

train_test_split із sklearn дозволяють провести це ро-

зділення із заданою часткою валідаційної вибірки. 

У подальшому здійснюється реалізація алгори-

тмів кластеризації, серед яких застосовано: KMeans, 

DBSCAN, GaussianMixture, а також PCA — для по-

переднього зменшення розмірності. Для кожного з 

алгоритмів виконується налаштування гіперпараме-

трів із використанням RandomizedSearchCV, що до-

зволяє підібрати оптимальні конфігурації моделей. 

У процесі моделювання також застосовуються спе-

ціалізовані функції для оцінювання якості кластери-

зації — silhouette_score, calinski_harabasz_score, 

davies_bouldin_score, які дають змогу обрати най-

кращу модель на основі формальних метрик. 

Оцінювання точності та стабільності моделей 

здійснюється на основі порівняльного аналізу резуль-

татів кластеризації. Результати класифікації відобра-

жаються у вигляді дво- та тривимірних графіків, по-

будованих за допомогою matplotlib та seaborn, що 

дозволяє візуалізувати просторове розташування кла-

стерів і зрозуміти логіку розподілу клієнтів за сегме-

нтами. На завершальному етапі формуються підсум-

кові результати, які можуть бути інтегровані у бізнес-

аналітику для створення персоналізованих пропози-

цій або адаптації маркетингових стратегій. Отримані 

знання можуть бути збережені у базу даних або пере-

дані до зовнішніх інформаційних систем. Створений 

експериментальний стенд відображає повний цикл 

класифікації клієнтів — від імпорту даних і підготов-

ки вибірки до кластеризації, оцінювання результатів і 

побудови висновків, що є базою для прийняття рі-

шень у бізнес-середовищі. У рамках даного дослі-

дження було використано відкритий набір даних зі 

сфери роздрібної торгівлі, який отримано з UCI 

Machine Learning Repository — одного з найавтори-

тетніших джерел у сфері машинного навчання. Кон-

кретно було використано Online Retail Dataset, який 

знаходиться у вільному доступі за посиланням: 

https://archive.ics.uci.edu/dataset/352/online+retail.  

Вибір цього набору даних зумовлений його об-

сягом, структурованістю, а також широким застосу-

ванням у наукових публікаціях, присвячених зада-

чам кластеризації клієнтів та поведінкової аналітики 

у сфері електронної комерції. Набір містить 541 909 

записів, що охоплюють інформацію про транзакції, 

здійснені в період з грудня 2010 по грудень 2011 

року однією з онлайн-компаній, що базується у Ве-

ликобританії та займається продажем подарункових 

товарів. Кожен запис у наборі відповідає окремій 

товарній позиції у певному замовленні.  Опис набо-

ру даних предсталений в табл. 1. 
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Таблиця 1 – Характеристики датасету Online Retail, 

Назва 

змінної 

Формат / Тип 

значень 
Опис 

InvoiceNo 
Ціле число (6 

цифр), текст 

Унікальний номер раху-

нку-фактури. Початок з 

"C" означає скасування. 

StockCode 
Ціле число (5 

цифр), текст 

Ідентифікатор товарної 

позиції. 

Description 
Текстовий 

рядок 
Назва або опис товару. 

Quantity Ціле число 
Кількість придбаних 

одиниць товару. 

InvoiceDate Дата і час 
Час створення рахунку-

фактури. 

UnitPrice 
Дійсне число 

(float) 

Ціна за одиницю товару 

(у фунтах стерлінгів). 

CustomerID 
Ціле число (5 

цифр), текст 

Унікальний ідентифіка-

тор клієнта. 

Country 
Текстовий 

рядок 

Назва країни проживан-

ня клієнта. 

 

Оцінювання якості кластеризації є критично 

важливим етапом у процесі сегментації клієнтів, 

оскільки дозволяє кількісно визначити, наскільки 

добре сформовані кластери відображають реальні 

закономірності у даних. У межах цього дослідження 

для валідації кластеризаційних моделей було вико-

ристано три основні метрики: Silhouette Score, ін-

декс Калінські-Харабаза (Calinski-Harabasz Index) та 

індекс Девіса-Боулдіна (Davies-Bouldin Index). Кож-

на з них забезпечує специфічну оцінку когезійності 

(внутрішньої узгодженості) кластерів та ступеня їх 

відокремлення один від одного в багатовимірному 

просторі ознак. 

На першому етапі для кожного клієнта було 

обчислено значення RFM-показників. Зокрема, 

Recency визначалась як кількість днів з моменту 

останньої покупки до дати завершення спостере-

ження, Frequency – як кількість унікальних транзак-

цій, здійснених клієнтом, а Monetary – як загальна 

сума витрат за всі замовлення. 

На основі отриманих RFM показників було ре-

алізовано поділ клієнтів на п’ять основних категорій 

(рис. 3): Top customers – клієнти з RFM-скором вище 

4.5; High-value customers – більше 4.0; Medium-value 

customers – більше 3.0; Low-value customers – більше 

1.6; Lost customers – нижче або дорівнює 1.6. 

 

 

Рис. 3. Розподіл клієнтів 

за сегментами RFM аналізу 

Результати RFM-аналізу показали, що лише 

близько п’ятої частини клієнтів здійснюють регуля-

рні та високовартісні покупки. Це свідчить про по-

тенціал до оптимізації взаємодії з менш активними 

клієнтами шляхом впровадження персоналізованих 

кампаній, систем лояльності та рекомендаційних 

сервісів. У якості одного з основних алгоритмів кла-

стеризації було застосовано K-Means, який широко 

використовується завдяки своїй простоті реалізації 

та ефективності для великих обсягів даних. Для ви-

значення оптимальної кількості кластерів (k) було 

використано метод "лікоть" (elbow method). 

На основі візуального аналізу графіка (рис. 4) 

було встановлено, що оптимальна кількість класте-

рів дорівнює 3, оскільки саме при цьому значенні 

спостерігається найбільш виражений злам інерції. 

Після визначення параметра k було проведено мас-

штабування ознак за допомогою Min–Max 

Normalization, щоб привести всі числові значення до 

одного діапазону. Це дозволяє уникнути зміщення в 

результатах кластеризації, яке може виникнути че-

рез дисбаланс у масштабах окремих ознак, особливо 

з огляду на те, що K-Means використовує евклідову 

відстань як метрику подібності. 

 

 
Рис. 4. Визначення кількості кластерів за «elbow method» 

 

Після масштабування було побудовано класте-

ризаційну модель методом K-Means з трьома клас-

терами. Результати моделі візуалізовано у вигляді 

діаграми розсіювання (scatter plot), де кожна точка 

представляє клієнта, а колір позначає кластер, до 

якого його віднесено (рис. 5). 

 

 
Рис. 5. Діаграма розсіювання (scatter plot) для k=3 

 

Для виконання кластеризації за допомогою мо-

делі Gaussian Mixture Model (GMM) попередньо бу-
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ло застосовано метод головних компонент (Principal 

Component Analysis, PCA) з метою зниження розмі-

рності вхідних даних. На рис. 6 представлено візуа-

лізацію результатів кластеризації, отриманих за до-

помогою Gaussian Mixture Model. 
 

 
Рис. 6. Візуалізація результатів кластеризації методом 

Gaussian Mixture Model у просторі P1–P2 
 

Перед застосуванням DBSCAN дані було нор-

малізовано за допомогою стандартного масштабу-

вання, що дозволило вирівняти внесок усіх ознак у 

обчислення відстаней. Основними параметрами ал-

горитму є: 

- eps — радіус околу точки, який визначає 

максимальну відстань між точками в межах одного 

кластера; 

- min_samples — мінімальна кількість точок у 

межах околу, необхідна для того, щоб точку вважа-

ти основною (core point). 

Для підбору оптимального значення параметра 

eps було використано K-distance графік, який демон-

струє відстані до найближчих сусідів для кожної 

точки. Попри труднощі у точному визначенні зламу 

(knee point), експериментальним шляхом було вста-

новлено, що значення eps = 0.3 забезпечує найкращу 

кластеризацію з точки зору розділення даних та ста-

більності результатів. 

Після виконання DBSCAN-кластеризації кож-

ній точці було присвоєно відповідну мітку кластера, 

а точки, які не мали достатньої кількості сусідів у 

межах eps, були класифіковані як шумові та отрима-

ли мітку -1. Для обчислення загальної кількості кла-

стерів у вибірці враховувалися лише валідні (нену-

льові) кластери, тобто кількість унікальних міток 

без урахування шумових точок. 

На рис. 7 представлено результати кластериза-

ції методом DBSCAN у двовимірному просторі. 

На рис. 8 наведено графічну візуалізацію ре-

зультатів кластеризації за допомогою BIRCH. 

Алгоритм BIRCH (Balanced Iterative Reducing 

and Clustering using Hierarchies) є ефективним засо-

бом ієрархічної кластеризації, спеціально розробле-

ним для обробки великих масивів даних за обмеже-

них ресурсів пам’яті. Однією з ключових переваг 

BIRCH є його здатність до інкрементального побу-

дування кластерної структури, що забезпечує масш-

табованість та високу швидкодію під час обробки 

реальних бізнес-сценаріїв. 

 
Рис. 7. Візуалізація результатів кластеризації 

методом DBSCAN 
 

 
Рис. 8. Візуалізація кластеризації методом BIRCH 

 

Ключовим параметром алгоритму є поріг 

(threshold), який визначає максимальний допусти-

мий діаметр підкластерів, що формуються на кож-

ному етапі побудови дерева кластерів (CF Tree) 

У межах експерименту було протестовано низ-

ку порогових значень у діапазоні від 0.01 до 1.0. На 

основі аналізу метрики Silhouette Score найкращі 

результати були досягнуті при значенні threshold = 

0.01, що дозволило сформувати чітко відокремлені 

та структурно збалансовані групи. Кількість виявле-

них кластерів за такого налаштування склала три, 

що відповідає очікуваній кластерній структурі на 

основі вхідних ознак. 

У межах даного дослідження було проведено 

порівняльну оцінку ефективності кластеризаційних 

алгоритмів на основі показника Silhouette Score. До 

аналізу було включено такі методи: Gaussian Mixture 

Model (GMM), K-Means, BIRCH, DBSCAN. Обрані 

алгоритми забезпечили побудову кластерів із міні-

мальними обчислювальними витратами, що робить 

їх придатними для обробки масивів даних із невели-

кою кількістю вимірів. За результатами моделюван-

ня було встановлено, що модель GMM у поєднанні з 

попереднім зниженням розмірності методом PCA 

забезпечила найвищий показник Silhouette Score, 

який склав 0.80 (рис. 9). Це свідчить про чітке відо-

кремлення кластерів та мінімальне перекриття між 

ними. Візуальний аналіз підтвердив високу згурто-

ваність елементів у межах кожної групи, що дозво-

ляє припустити відсутність хибно класифікованих 
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об’єктів. Такий результат пояснюється здатністю 

GMM моделювати варіацію даних у кожному клас-

тері, що забезпечує гнучкість та точність розподілу. 

 

 
Рис. 9. Порівняння алгоритмів кластеризації 

 

Методи BIRCH та DBSCAN показали помірні 

результати, зважаючи на те, що обидва орієнтовані 

на щільність та відстані між точками, а не на пара-

метричне моделювання розподілів. Їхня перевага 

проявляється в обробці великих масивів даних і ро-

боти з нестандартними формами кластерів, особли-

во у випадках високої розмірності. Однак у даному 

дослідженні, завдяки зниженню розмірності за до-

помогою PCA, GMM зміг продемонструвати кращі 

результати. 

Метод K-Means показав результат зі значенням 

Silhouette Score на рівні 0.64. При цьому в ході де- 

кількох запусків моделі з різними ініціалізаціями 

центроїдів було зафіксовано варіативність результа-

тів у межах 0.06, що є типовою особливістю цього 

методу. Вона обумовлена стохастичним характером 

вибору початкових кластерів, що може впливати на 

кінцеву якість розбиття, особливо в задачах, 

пов’язаних із великими наборами даних. 

Загалом результати свідчать про ефективність 

поєднання PCA + GMM для кластеризації клієнтів 

за комплексними ознаками. Цей підхід дозволяє 

виявляти глибокі закономірності в поведінці 

об’єктів без втрати критичної інформації, що робить 

його перспективним для бізнес-аналітики, персона-

лізованого маркетингу та систем рекомендацій. 

Висновки 

Результати роботи підтвердили доцільність та 

ефективність використання методів машинного нав-

чання для задач класифікації клієнтів. Розроблена 

система може бути адаптована для використання у 

сфері електронної комерції, банківського обслуго-

вування, телекомунікацій, а також в інших галузях, 

де важливим є аналіз споживчої поведінки. Практи-

чна реалізація створеного рішення дозволяє інтегру-

вати його у більш широкі інформаційно-аналітичні 

платформи з метою автоматизації процесів прийнят-

тя управлінських рішень, що відкриває перспективи 

для подальших досліджень у напрямку інтеграції 

кластеризації з предиктивними моделями та реко-

мендаційними системами. 
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Information system for intelligent customer classification: architecture, implementation, and experimental research 

Oleksandr Shmatko, Daria Malyshenko, Olena Voloshchuk 

Abstract .  Relevance. In the context of ongoing digital transformation of business processes, there is a growing demand 

for intelligent information systems capable of analyzing and processing large volumes of customer data. One of the key direc-

tions in this field is automated customer classification using machine learning algorithms, which significantly enhances the effec-

tiveness of marketing strategies and decision-making. Object of the research: customer classification processes in information 

systems using machine learning methods. Purpose of the article: to design, implement, and investigate the architecture of soft-

ware components of an information system for intelligent customer classification, taking into account requirements for scalabil-

ity, performance, and classification accuracy. Research results. The article proposes an architectural model of an information 

system that includes modules for data collection, preprocessing, and customer classification. Several software components were 

implemented, integrating machine learning algorithms such as logistic regression, decision trees, and support vector machines. 

Experimental studies based on a real-world dataset demonstrated high classification accuracy and the system’s efficiency under 

limited computational resources. Conclusions. The developed information system ensures accurate customer classification and 

can be applied in commercial data analytics platforms. The research findings can be used to further improve intelligent software 

systems for data analysis.  

Key words:  information system; customer classification; machine learning; software architecture; logistic regression; de-

cision trees; experimental research. 
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